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Kurzfassung

Diese Bachelorarbeit befasst sich mit dem Vergleich von KI-Modellen und Pipelines

zur Erkennung der Hand und des Gesichts sowie der Hand- und Gesichtsschlüssel-

punkte im Kontext des Zähneputzens. Darüber hinaus wird der Ein�uss verschiedener

Bildverarbeitungsverfahren auf die Erkennungsrate der Modelle untersucht. Zur Um-

setzung dieser Untersuchung wurde ein eigener Datensatz erstellt, welcher speziell auf

das Zähneputzen ausgerichtet ist. Diese Arbeit zeigt auf, dass die Lösungen von Media-

Pipe von allen verglichenen Methoden zur Erkennung der Schlüsselpunkte vor allem

aufgrund ihrer Laufzeit am besten für Echtzeitanwendungen geeignet sind. Zudem

wird aufgezeigt, dass es möglich ist, die Erkennungsrate durch Bildvorverarbeitung zu

steigern.
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1 Einleitung

Eine gründliche und konsequente Zahnp�ege ist essenziell für die Mundhygiene. Ih-

re Wirksamkeit kann jedoch variieren, da sie stark von der individuellen Nutzung der

Zahnbürste abhängt. Besonders bei Patienten mit eingeschränkter manueller Geschick-

lichkeit oder neurologischen Erkrankungen gestaltet sich die gründliche Zahnp�ege oft

schwierig. In diesem Kontext haben technologische Innovationen wie Künstliche In-

telligenz (KI) und Robotik das Potenzial, die Mundp�ege zu verbessern. KI-basierte

Zahnbürsten, die mit maschinellen Lernverfahren und intelligenten Sensoren ausge-

stattet sind, bieten neue Möglichkeiten zur Überwachung und Verbesserung der Putz-

technik. Diese smarten Zahnbürsten geben Rückmeldung zur Putzintensität, -dauer

und -e�zienz und können sogar Bereiche identi�zieren, die nicht gründlich gereinigt

wurden [32].

Eine weitere Möglichkeit zur Verbesserung der Mundhygiene bieten mobile Anwen-

dungen. Diese können helfen, Kindern das Zähneputzen beizubringen und sie zu mo-

tivieren, sich regelmäÿig die Zähne zu putzen [27]. Zudem können diese Anwendungen

den Eltern helfen, ihren Kindern das Zähneputzen näherzubringen.

Diese Bachelorarbeit wird in Kooperation mit dem Unternehmen pqp e.K. verfasst

und ist Teil eines gröÿeren Projekts, das sich mit der Unterstützung beim Zähneputzen

beschäftigt. Das Ziel dieses Projektes ist die Entwicklung einer mobilen Anwendung,

um die Anwender spielerisch beim Zähneputzen zu unterstützen. Die Anwendung ver-

wendet Methoden der Künstlichen Intelligenz, um in Echtzeit Hand- und Gesichts-

bewegungen zu erfassen und zu analysieren. Dabei wird die Qualität des Putzens

überwacht, indem Bewegungsmuster und die erfassten Putzbereiche durch die Positio-

nen von Hand und Kopf ausgewertet werden. Diese Informationen werden verwendet,

um eine Bewertung zu berechnen, die dem Benutzer Rückmeldung zu seiner Putztech-

nik gibt und ihn somit motiviert, seine Mundhygiene zu verbessern. Eine wesentliche

Rahmenbedingung für die Entwicklung der Anwendung ist, dass sie auf der plattfor-

mübergreifenden Programmiersprache Dart und dem Framework Flutter basiert. Dies

ermöglicht es, die Anwendung als mobile App auf verschiedenen Geräten bereitzu-

stellen und eine Benutzererfahrung sowohl für iOS- als auch für Android-Nutzer zu

gewährleisten. Für die Erkennung der Hand- und Gesichtsschlüsselpunkte kommen

KI-Modelle zum Einsatz.
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1.1 Ziel der Arbeit

Der Fokus dieser Bachelorarbeit liegt auf der Untersuchung der verwendeten KI-

Modelle und der Bildvorverarbeitung. Insbesondere sollen die folgenden Aspekte er-

forscht und verbessert werden:

ˆ Modellvergleich: Verschiedene KI-Modelle zur Hand- und Gesichtserkennung wer-

den hinsichtlich ihrer Erkennungsgenauigkeit miteinander verglichen.

ˆ Vorverarbeitungsmethoden: Um die Qualität der Bilddaten zu verbessern und

die Erkennungsgenauigkeit zu steigern, werden verschiedene Vorverarbeitungsal-

gorithmen untersucht.

ˆ Implementierung der Modelle in einer Dart/Flutter-Umgebung: Ein wesentlicher

Aspekt dieser Arbeit ist die Integration der Hand- und Gesichtserkennungsmo-

delle in eine Dart/Flutter-Umgebung.

Die allgemeine Implementierung der Anwendung und die Entwicklung der Logik zur

Berechnung der Bewertung fallen nicht in den direkten Fokus der Bachelorarbeit. Diese

Arbeit konzentriert sich speziell auf den Vergleich verschiedener KI-Modelle zur Erken-

nung von Hand und Gesicht. Das Ziel ist es, die Leistungsfähigkeit unterschiedlicher

Modelle zu evaluieren und deren Eignung für die Integration in das Gesamtsystem zu

bewerten.

1.2 Aufbau der Arbeit

Diese Bachelorarbeit ist in mehrere thematische Abschnitte unterteilt.

Kapitel 2 vermittelt die Grundlagen, die für das Verständnis der Arbeit erforderlich

sind. Zunächst werden klassische Ansätze in der Bildverarbeitung besprochen. Dar-

auf folgt eine Erläuterung, welche Rolle Künstliche Intelligenzen in der Bildverarbei-

tung spielen. Anschlieÿend wird auf die Programmiersprache Dart und das Framework

Flutter eingegangen, da diese Technologien als Grundlage für die mobile Anwendung

dienen.

Kapitel 3 beschäftigt sich mit der Vorstellung der getesteten KI-Modelle und der ver-

wendeten Methoden und Metriken, welche verwendet wurden, um die Leistungsfähig-

keit der Modelle zu bewerten. Schlieÿlich wird der Datensatz beschrieben, welcher zum

Modellvergleich verwendet wird.
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Kapitel 4 beschäftigt sich mit dem Vergleich verschiedener KI-Modelle zur Hand- und

Gesichtserkennung. Zunächst wird das Testsystem beschrieben. Anschlieÿend werden

die Testergebnisse vorgestellt und bewertet.

Kapitel 5 widmet sich der Untersuchung von Vorverarbeitungsalgorithmen. Hier wer-

den zunächst das Ziel und die Methoden der Bildvorverarbeitung beschrieben. Danach

erfolgt ein Vergleich verschiedener Vorverarbeitungsmethoden, um deren E�ektivität

zu beurteilen. Im Anschluss wird analysiert, welchen Ein�uss die Vorverarbeitung auf

die Modellergebnisse hat.

Kapitel 6 bildet den Abschluss der Arbeit. Hier werden die wesentlichen Ergebnisse

zusammengefasst und die Forschungsfragen beantwortet. Abschlieÿend wird ein Aus-

blick auf zukünftige Entwicklungen gegeben, um mögliche Weiterentwicklungen und

Optimierungspotenziale zu skizzieren.
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2 Grundlagen

Bevor die zentrale Fragestellung dieser Arbeit behandelt wird, ist es essenziell, die

theoretischen und methodischen Grundlagen zu erläutern. In diesem Abschnitt werden

die relevanten Konzepte, De�nitionen und Modelle vorgestellt, die für das Verständnis

der späteren Analyse notwendig sind.

2.1 Klassische Ansätze der Bildverarbeitung

Die Bildverarbeitung stellt ein interdisziplinäres Forschungsfeld dar, das in den letzten

Jahren durch Fortschritte im Bereich der Künstlichen Intelligenz erheblich weiterent-

wickelt wurde. Klassische Ansätze der Bilderkennung greifen hingegen auf de�nierte

Merkmale und regelbasierte Algorithmen zurück [29].

2.1.1 Histogramm orientierter Gradienten

Ein Beispiel für einen klassischen Ansatz der Bildverarbeitung ist Histogramm orien-

tierter Gradienten (HOG). HOG ist eine Methode zur Merkmalserkennung in Bildern.

Dieses Verfahren basiert auf der Berechnung von Gradientenrichtungen in einem Bild,

um Kanten und Strukturen zu erfassen. Diese Gradienten werden dann in Form von

Histogrammen dargestellt, die als Merkmale für eine nachfolgende Klassi�kation ge-

nutzt werden [36].

2.1.2 Faltung

Eine Faltung ist eine mathematische Operation, welche zwei Funktionen kombiniert

und aus diesen eine dritte Funktion erzeugt.

In der Bildverarbeitung wird dieses Verfahren angewendet, um wichtige Merkmale

aus einem Bild zu extrahieren. Dies bietet die Möglichkeit Kanten zu erkennen oder

das Bild unscharf zu machen. Dies geschieht, indem eine vorde�nierte Maske, welche

als Gewichtsmatrix dient, pixelweise über das Bild gleitet und anhand der Bilddaten

die gewichtete Summe berechnet. Das Ergebnis ist eine neue 2-dimensionale Karte

(Matrix) [40]. In Abbildung 1 ist ein Beispiel für eine Faltung zu sehen. Ein Bild

wird als eine Liste von Werten verstanden. Die rot markierte Matrix ist die Maske

(Gewichtsmatrix) in der Gröÿe von 3x3. Diese läuft über das Bild und berechnet

mit den jeweiligen überlappenden Bilddaten (blau markierte Matrix) die gewichtete

Summe. Das Ergebnis der Berechnung wird Bestandteil der neuen 2-dimensionalen

Karte.
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Abbildung 1: Beispiel für eine Faltung, übernommen aus [40].

2.2 Künstliche Neuronale Netzwerke

Künstliche Neuronale Netzwerke (KNN) sind rechnerische Verarbeitungssysteme, die

stark von der Funktionsweise biologischer Nervensysteme, wie dem menschlichen Ge-

hirn, inspiriert sind. KNNs bestehen hauptsächlich aus einer groÿen Anzahl mitein-

ander verbundener Recheneinheiten, den Neuronen, die in einem verteilten Ansatz

zusammenarbeiten, um kollektiv aus den Eingabedaten zu lernen und das endgültige

Ergebnis zu optimieren [37].

Während KNNs vor allem als grundlegendes Werkzeug für das maschinelle Lernen fun-

gieren, beschreibt KI hingegen Systeme oder Programme, welche Aufgaben ausführen,

die normalerweise menschliche Intelligenz erfordern.

Ein Beispiel für die Struktur eines KNNs ist in Abbildung 2 zu sehen, bestehend aus ei-

ner Eingabeschicht (engl: Input Layer) einer Zwischenschicht (engl: Hidden Layer) und

einer Ausgabeschicht (engl: Output Layer). Hierbei handelt es sich um ein Vorwärtsge-

richtetes Neuronales Netzwerk (engl: Feedforward Neuronales Netzwerk (FNN)) [37].

Das Ziel von FNNs ist es, sich einer Funktion anzunähern, zum Beispiel einem Klas-

si�kator, welcher eine Eingabe erhält und diese einer Kategorie zuordnen soll. Ein

Vorwärtsgerichtetes Neuronales Netzwerk stellt eine Beziehung zwischen Eingabe und

Ausgabe her und passt die Parameter an, um die bestmögliche Annäherung zu erzielen.

Diese Netzwerke werden als vorwärtsgerichtet bezeichnet, weil die Information in eine

einzige Richtung �ieÿt, von der Eingabe (Eingabeschicht) über die Zwischenschritte

(Zwischenschicht) bis zum Ausgang (Ausgabeschicht). Es gibt keine Rückkopplung,

bei der die Ausgaben wieder in das Netzwerk zurückgeführt werden. Wenn FFNs je-

doch um Rückkopplungsverbindungen erweitert werden, nennt man sie Rekurrente

Neuronale Netzwerke [15].
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KI-Modelle: Künstliche Neuronale Netzwerke sind eine Art von KI-Modellen, die

sich an der Struktur und Funktionsweise des menschlichen Gehirns orientieren. Ein

KI-Modell beschreibt ein Computerprogramm, welches anhand einer Reihe von Daten

trainiert wurde. Wie bereits beschrieben, erfolgt die Annäherung einer Funktion, indem

eine Beziehung zwischen Eingabe und Ausgabe hergestellt wird. Das Training besteht

darin, dass durch wiederholtes Verarbeiten eines Datensatzes immer wieder eine Rela-

tion zwischen Eingabe und Ausgabe hergestellt wird, wobei die Modellparameter jedes

Mal angepasst werden, um sich der gewünschten Funktion anzunähern [25].

Abbildung 2: Beispiel für ein KNN, übernommen aus [37].

2.3 Künstliche Intelligenzen in der Bildverarbeitung

KI wird zum Beispiel in der autonomen Navigation eingesetzt, wo Fahrzeuge oder

mobile Roboter ihre Umgebung in Echtzeit analysieren und interpretieren müssen.

Ein weiteres Beispiel stellt die Objekterkennung und -lokalisierung dar, die in Berei-

chen wie der Verkehrsüberwachung, bei Sicherheitskameras oder im autonomen Fah-

ren eine zentrale Rolle spielt. Hierbei werden Objekte in Bildern und Videos nicht

nur identi�ziert, sondern auch präzise lokalisiert. Darüber hinaus �ndet KI in der

Bildsegmentierung Anwendung, einem Verfahren, das eine genaue Klassi�zierung von

Bildinhalten ermöglicht. Diese Methode ist besonders relevant in der medizinischen

Bildverarbeitung, beispielsweise zur Abgrenzung von Tumoren, sowie in der automa-

tisierten Analyse von Satellitenbildern [15] [14] [3].

Diese Entwicklungen verdeutlichen den maÿgeblichen Ein�uss, den der Einsatz von
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Künstlicher Intelligenz auf die moderne Bildverarbeitung hat, und unterstreichen die

Potenziale, die sich durch den Einsatz entsprechender Technologien in diversen An-

wendungsbereichen erö�nen.

2.3.1 Faltendes Neuronales Netzwerk

Eine wichtige Art der Künstlichen Intelligenz in der Bildverarbeitung ist das Faltende

Neuronale Netzwerk (engl. Convolutional Neural Network (CNN)). CNNs nutzen Fal-

tungsschichten, um Muster und Merkmale aus dem Eingabebild zu extrahieren. Diese

Faltungsschichten vollziehen Faltungen des Bildes (siehe Abschnitt 2.1.2). Diese ver-

schiedenen Faltungen dienen dazu, verschiedene Merkmale zu extrahieren. Beispiels-

weise dient eine Maske zur Erkennung von senkrechten Linien und eine andere Maske

dient zur Erkennung waagerechter Linien. Dadurch entstehen mehrere 2-dimensionale

Karten. Nach der Faltungsschicht wird die Dimension der 2-dimensionalen Karten

in der Pooling-Schicht reduziert. Je nach CNN gibt es unterschiedlich viele Faltungs-

schichten und Pooling-Schichten. Nach mehreren Faltungs- und Pooling-Schichten wer-

den die extrahierten Merkmale (2-dimensionale Karten) in einen 1-dimensionalen Vek-

tor (Fully Connected Layer) umtransformiert. Wie in Abbildung 2 zu sehen, dient jeder

Eintrag/Wert des 1-dimensionalen Vektors als Eingabe (Input). Das KNN verarbei-

tet die Eingaben und gibt basierend auf diesen eine Ausgabe (vgl. Abschnitt 2.2).

Abbildung 3 zeigt ein Beispiel für eine Standard-CNN-Architektur [37].

Abbildung 3: Beispiel für eine Standard-CNN-Architektur, übernommen aus [23].
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Single-Shot-Detection (SSD): Der Single Shot Detector (SSD) ist ein leistungs-

starkes CNN zur Echtzeit-Objekterkennung, das sich besonders durch seine hohe Ge-

schwindigkeit und E�zienz auszeichnet. SSD arbeitet mit nur einem einzigen Durch-

lauf, wodurch eine direkte Vorhersage von Klassen und Begrenzungsrahmen in einem

Schritt möglich ist. Diese Eigenschaft macht es besonders geeignet für den Einsatz

auf mobilen Geräten und eingebetteten Systemen, da es selbst unter ressourcenbe-

schränkten Bedingungen in Echtzeit arbeiten kann [31]. Der Single Shot Detector ist

ein Ansatz zur Objekterkennung. Zum Training wird nur ein Eingabebild mit Be-

grenzungsrahmen um jedes Objekt im Bild, die als Ground Truth (GT) bezeichnet

werden, benötigt. Im nächsten Schritt wird das Bild in eine Merkmalskarte unterteilt,

die verschiedene Gröÿen aufweist. Eine kleine Menge von Standardrahmen mit unter-

schiedlichen Seitenverhältnissen wird an jeder Position in mehreren Merkmalskarten

mit unterschiedlichen Skalen bewertet. Für jeden Standardrahmen werden sowohl die

Formanpassungen als auch die Wahrscheinlichkeit für alle Objektkategorien (c1, c2,

· · · , cp) vorhergesagt. Während des Trainings werden diese Standardrahmen zu-

nächst den Ground-Truth-Rahmen zugeordnet. Diese Standardrahmen bestehen aus

zwei wesentlichen Informationen: der Position (de�niert durch die Parameter Centerx,

Centery, Breite und Höhe) und der Wahrscheinlichkeit für alle Objektkategorien (c1,

c2, ..., cp). Für jeden Standardrahmen wird die Formanpassung sowie die Wahrschein-

lichkeit für die einzelnen Objektkategorien vorhergesagt [31].

Abbildung 4: Beispielhafte Darstellung des SSD-Frameworks, übernommen aus [31].

Die Abbildung 4 zeigt ein Beispiel der Evaluierung der Standardrahmen verschiedener

Seitenverhältnise an jeder jeweiligen Stelle in verschiedenen Merkmalskarten. Im Bei-

spiel wurden zwei Standardrahmen der Katze und eine dem Hund zugeordnet. Diese
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werden als positiv betrachtet, während die restlichen als negativ gelten.

Der SSD-Ansatz basiert auf einem Faltendem Neuronalem Netzwerk, das eine feste An-

zahl von Begrenzungsrahmen sowie Wahrscheinlichkeitswerten für das Vorhandensein

von Objektklassen in diesen Rahmen erzeugt. Anschlieÿend wird eine Nicht-Maximum-

Unterdrückung (engl. Non-Maximum Suppression, NMS) durchgeführt, um die �nalen

Erkennungen zu ermitteln [31]. NMS ist ein Verfahren zur Auswahl der relevanten

Begrenzungsrahmen in der Objekterkennung. SSD weist jedem Rahmen einen Wahr-

scheinlichkeitswert zu, der angibt, wie wahrscheinlich es ist, dass dieser Rahmen ein

bestimmtes Objekt einschlieÿt. NMS wird dabei verwendet, um nur die relevanten

Rahmen (mit einer Wahrscheinlichkeit über einem festgelegten Schwellenwert) bei-

zubehalten und Dopplungen zu vermeiden. Mit der Reduzierung von Dopplungen ist

gemeint, dass bei einer starken Überlappung zweier Rahmen derjenige aussortiert wird,

dem die SSD eine geringere Wahrscheinlichkeit zugewiesen hat. Der Ablauf von NMS

ist wie folgt:

1. Alle vorhergesagten Rahmen werden nach ihrer Wahrscheinlichkeitsbewertung

sortiert [42].

2. Der Rahmen mit der höchsten Wahrscheinlichkeit wird als Erstes ausgewählt

[42].

3. Alle anderen Rahmen mit einer hohen Überschneidung über einem bestimmten

Schwellenwert werden entfernt [42] [31].

Pipeline: In der KI-Bildverarbeitung bezeichnet eine Pipeline eine Reihe mitein-

ander verbundener Datenverarbeitungsschritte. Diese Schritte können die Datener-

fassung, Vorverarbeitung, Merkmalsextraktion, Evaluierung und Bereitstellung des

Modells umfassen. Die Implementierung einer gut strukturierten Pipeline in der KI-

Bildverarbeitung gewährleistet eine konsistente und e�ziente Verarbeitung von Bild-

daten [24].

9



2.3.2 Support Vector Machines

Support Vector Machines (SVM) sind eine Methode im Bereich des maschinellen Ler-

nens. SVM wird hauptsächlich für Klassi�kationen verwendet.

Eine Support Vector Machine bestimmt eine Grenze (Hyperplane) zwischen verschiede-

nen Merkmalen. Diese Merkmale kann man sich als Punkte in einem n-dimensionalem

Vektorraum vorstellen. Die Grenze wird bestimmt, indem der maximale Abstand zu

den nächstgelegenen Datenpunkten (margin) beider Klassen ermittelt wird, wie in

Abbildung 5 zu sehen. Der Zweck dieser Grenze ist es, die Klassi�kation neuer, unbe-

kannter Daten so genau wie möglich zu gestalten [35].

Abbildung 5: Grenzziehung eines SVMs, übernommen aus [35].

2.3.3 Gradientenverstärkte Bäume

Gradientenverstärkte Bäume sind Ensemble-Modell, die sequentielle einfache Regres-

sionsbäume zu einem stärkeren Modell kombinieren [45]. Ein Regressionsbaum ist

ein Entscheidungsbaum, der für Vorhersageaufgaben verwendet wird. Ein Ensamble-

Modell ist eine Sammlung von einzelnen Modellen, welche zusammenarbeiten, um ein

besseres Ergebnis zu erzielen. Gradientenverstärkung ist eine Methode, um Bäume zu

trainieren. Die Bäume werden hintereinander geschaltet, um den Fehler des vorherigen

Baumes zu korrigieren [11].

10



2.3.4 Transformer

Ein Transformer ist ein KI-Modell, welches auf dem Selbstaufmerksamkeitsmechanis-

mus basiert. Dies erlaubt es dem Modell, Beziehungen zwischen allen Eingabedaten

herzustellen. Der Transformer kann alle Daten gleichzeitig verarbeiten. Der Transfor-

mer wurde für die Verarbeitung von natürlicher Sprache entworfen, �ndet aber auch

in der Bildverarbeitung Anwendung [46].

2.4 Dart und Flutter für die mobile App-Entwicklung

In den letzten Jahren hat sich die Entwicklung von mobilen Anwendungen zu einem

zentralen Bestandteil der Softwareentwicklung entwickelt. Entwickler für mobile An-

wendungen sind häu�g mit der Notwendigkeit konfrontiert, Apps sowohl für iOS als

auch für Android zu entwickeln, was einen höheren Aufwand bedeutet und mit zusätz-

lichen Kosten verbunden ist. Dieses Problem löst Flutter. Flutter ist ein von Google

entwickeltes Framework. Es ermöglicht, mit nur einer Codebasis mobile Apps sowohl

für Android als auch für iOS zu erstellen.

Flutter basiert auf der Programmiersprache Dart, die ebenfalls von Google entwickelt

wurde. Dart bietet eine hohe Leistung auf verschiedenen Plattformen, da der Code in

unterschiedlichen Maschinencode kompiliert werden kann. Dies sorgt für eine schnelle

und native Ausführung auf mobilen, Desktop- und Backend-Systemen [21].

Durch den Einsatz von Dart/Flutter kann sowohl die Entwicklungszeit als auch die

mit einer längeren Entwicklungszeit verbundenen Kosten reduziert werden.
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3 KI-Modelle, Datensatz und Kriterien für den Mo-

dellvergleich

In diesem Kapitel werden die verschiedenen Modelle vorgestellt, die für die Erkennung

der Hand und des Gesichts sowie für die Erkennung der Handschlüsselpunkte und der

Gesichtsschlüsselpunkte ausgewählt wurden. Zudem wird der für die Tests verwen-

dete Datensatz beschrieben, einschlieÿlich seiner Einschränkungen und es werden die

Kriterien erläutert, anhand derer die Modelle verglichen werden.

3.1 Auswahl der Modelle

Für den Vergleich der Erkennung von Gesichtern und Händen wurden jeweils zwei

Pipelines ausgewählt, die nach einem ähnlichen Prinzip arbeiten. Die Verarbeitung

erfolgt in zwei aufeinanderfolgenden Schritten: Das erste Modell analysiert das Ein-

gabebild und identi�ziert die Position der Hand oder des Gesichts. Dabei wird ein

Begrenzungsrahmen generiert, der den Bereich um das erkannte Objekt abgrenzt. An-

schlieÿend wird dieser Bereich aus dem Bild ausgeschnitten und an das zweite Modell

übergeben. Dieses Modell ist für die Erkennung der Schlüsselpunkte zuständig und be-

stimmt präzise die Position relevanter Merkmale, wie Finger- oder Gesichtsstrukturen.

Ein Beispiel des Verfahrens ist auf Abbildung 6 zu sehen.

3.1.1 Modelle für die Erkennung der Hand

Für die Handerkennung und die Bestimmung von Handschlüsselpunkten wurden ver-

schiedene KI-Modelle verglichen, um die bestmögliche Lösung für die gestellte Aufgabe

zu �nden. Die Auswahl der Modelle basierte auf Kriterien wie Erkennungsgenauigkeit

und Echtzeitfähigkeit. Zwei Pipelines wurden dabei in Betracht gezogen. Die Pipeli-

ne von MediaPipe zur Erkennung der Handschlüsselpunkte und die WiLoR-Pipeline.

WiLoR wurde ausgewählt, da es auf der Webseite paperswithcode im Bereich �3D

Hand Pose Estimation� für den Datensatz FreiHand den ersten Platz belegte(Stand:

01.12.2024). MediaPipe wurde aufgrund seiner Beliebtheit und geringen Rechenauf-

wandes ausgewählt. Zudem ist die MediaPipe Lösung plattformübergreifend anwend-

bar und wird oft in verschiedenen wissenschaftlichen Arbeiten referenziert.

MediaPipe Handschlüsselpunkte: Die MediaPipe Handschlüsselpunkterkennung

bietet eine vollständige Pipeline zur Erkennung von Handschlüsselpunkten. Dafür ste-

hen Implementierungen für Python, Android, Web und iOS zur Verfügung. Die von
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Abbildung 6: Visualisierung der Schritte zur Erkennung der Handschlüsselpunkte

Google entwickelte Pipeline besteht aus zwei zentralen Hauptkomponenten [47] [16]:

1. Handerkennung: Die Handerkennung ist der erste Schritt in der Pipeline und

dient der Lokalisierung von Handregionen. Die Handerkennung basiert auf ei-

nem Single-Shot Detector, um Hand�ächen e�zient in Bildern oder Videos zu

erkennen. Das SSD-Prinzip ermöglicht eine schnelle Objekterkennung, indem es

in einem einzigen Schritt sowohl die Position als auch die Klasse eines Objekts

(in diesem Fall die Hand) in einem Bild vorhersagt [31] [16].

2. Handschlüsselpunkterkennung: Nach der Identi�kation der Handregion wird ein

Modell zur Lokalisierung von 21 3-dimensionalen Schlüsselpunkten eingesetzt.

Die Punkte, welche erkannt werden, sind in Abbildung 7 zu sehen. Das Erken-

nen der 21 Schlüsselpunkte basiert auf einer Regressionsmethode, um präzise

Koordinaten der Finger- und Handgelenkpositionen zu bestimmen. Die Regres-

sionsmethode beschreibt in der Künstlichen Intelligenz eine Methode, in der das

Modell darauf trainiert wird, eine Beziehung zwischen einer Zielgröÿe und einer

Eingabevariable zu erlernen.

Ein Vorteil dieser Pipeline ist die robuste Echtzeitverarbeitung und die optimier-

te Leistung für mobile Augmented-Reality-Anwendungen [47] [16].

Abbildung 6 visualisiert die Schritte für die Handschlüsselpunkterkennung

13



Abbildung 7: Abbildung aller 21 Schlüsselpunkte, übernommen aus [16]

WiLoR (a full-stack in-the-Wild Localization and 3D hand Reconstructi-

on method): WiLoR dient dazu ein 3D Hand-Modell basierend auf einem Bild zu

erstellen. Um dies zu erreichen, sind 3 Schritte nötig:

1. Handerkennungsmodelle: Für die Handerkennung kommt ein Modell zum Ein-

satz, das auf einem Vollständigen Faltenden Netzwerk basiert und auf der Arbeit

von Joseph Redmon et al. [41] aufbaut. Ein Vollständiges Faltendes Netzwerk

ist eine spezielle Art des CNN, bei dem sämtliche Schichten des Netzwerks nur

aus Faltungsschichten besteht. Eine Besonderheit dieses Modells ist die standar-

drahmenfreie Architektur, die es erlaubt, die Begrenzungsrahmen für die Hände

direkt vorherzusagen, ohne auf vorab de�nierte Rahmen angewiesen zu sein. Das

Modell erkennt auÿerdem 21 Schlüsselpunkte der Hand, dieselben, die auch von

der MediaPipe Handschlüsselpunkterkennung erkannt werden. (siehe Abbildung

7) [39].

2. Handschlüsselpunkterkennung: Für die Schätzung der 3D-Handschlüsselpunkte

kommt ein Vision Transformer (ViT) zum Einsatz, der hochdimensionale Merk-

male aus Bildausschnitten extrahiert und eine erste Schätzung der 3D-Handpose

liefert [39]. Ein ViT ist ein Neuronales Netzwerk für die Bildverarbeitung. An-

statt wie CNNs mit Faltungsschichten zu arbeiten, verarbeitet ein ViT ein Bild,

indem es das Bild in kleine, gleich groÿe Patches aufteilt. Diese Patches werden

in Vektoren umgewandelt und als Eingabetoken in einen Transformer eingege-

ben. [10].

3. Rendering des 3D-Modells
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Schritte 1 und 2 sind in Abbildung 6 visualisiert.

Für die folgenden Tests wird das Rendering auÿen vor gelassen, da nur die Erkennung

der Schlüsselpunkte und die Genauigkeit der Erkennung überprüft werden.

3.1.2 Modelle für die Erkennung des Gesichts

MediaPipe Gesichtsschlüsselpunkte: Die MediaPipe Gesichtsschlüsselpunkter-

kennung bietet eine vollständige Pipeline zur Erkennung von Gesichtsschlüsselpunkten,

welche aus folgenden Hauptkomponenten besteht [22] [2]:

1. Gesichtserkennung: Die Gesichtserkennung bildet den ersten Schritt in der Pipe-

line und dient der präzisen Lokalisierung von Gesichtern in Bildern oder Videos.

Das Face Detection Modell basiert auf der Single-Shot-Detection [2].

2. Gesichtsschlüsselpunkterkennung: Nach der Identi�kation der Gesichtsregion wird

ein Modell zur Lokalisierung von 478 3D-Schlüsselpunkten eingesetzt, zu sehen

in A.1. Diese repräsentieren markante Gesichtszüge wie Augen, Nase und Mund.

Das Modell basiert auf einer Regressionsmethode zur präzisen Berechnung der

Koordinaten der Gesichtspunkte [22] [17].

3. Zusätzlich beinhaltet die Pipeline ein Blendshape-Vorhersagemodell, das aus den

Gesichtspunkten 52 Blendshape-Werte berechnet. Blendshapes sind eine Technik

in der 3D-Modellierung, bei der verschiedene Formen eines 3D-Modells erstellt

werden, um visuelle Änderungen zu erzielen [30]. Diese Werte dienen der Erken-

nung von Gesichtsausdrücken wie Lächeln oder Stirnrunzeln [22].

Für die Vergleiche wurde Schritt 3 nicht berücksichtigt. Die Erkennung der Gesichts-

schlüsselpunkte hat die gleichen Schritte wie die Erkennung der Handschlüsselpunkte

(siehe Abbildung 6).

Dlib: Dlib ist eine leistungsfähige Open-Source-Bibliothek für maschinelles Lernen,

die insbesondere für Gesichtserkennung und Gesichtsschlüsselpunkterkennung genutzt

wird. Die Erkennungspipeline von Dlib besteht aus zwei Hauptkomponenten:

1. Gesichtserkennung: Die Gesichtserkennung in Dlib kann mit zwei unterschiedli-

chen Methoden durchgeführt werden:

ˆ HOG + SVM: Diese klassische Methode verwendet HOG zur Merkmalser-

kennung in Bildern. Die extrahierten Merkmale werden anschlieÿend mit

einer SVM klassi�ziert, um Gesichter zu identi�zieren. Diese Technik ist
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besonders e�zient und benötigt weniger Rechenleistung, eignet sich jedoch

weniger für komplexe Szenarien mit stark variierenden Lichtverhältnissen

oder verdeckten Gesichtern [5] [9].

ˆ CNN-basierter Detektor: Für eine höhere Genauigkeit setzt Dlib auch auf

ein Faltendes Neuronales Netzwerk. Dieser Ansatz ist robuster gegenüber

unterschiedlichen Lichtverhältnissen, Gesichtswinkeln und verdeckten Be-

reichen, benötigt jedoch mehr Rechenleistung als der HOG-basierte An-

satz [7].

Für die folgenden Tests wurde die Methode von HOG + SVM getestet.

2. Gesichtsschlüsselpunkterkennung: Nach der Gesichtserkennung folgt die Schlüs-

selpunkterkennung, bei der 68 charakteristische Punkte im Gesicht lokalisiert

werden (Augen, Nase, Mund, Kinn, Kieferlinie usw.), zu sehen im Anhang A.2.

Dafür wird ein Gradientenverstärkter Baum verwendet [8].

3.2 Kriterien für den Modellvergleich

Bei der Bewertung und dem Vergleich von Modellen zur Hand- und Gesichtserken-

nung spielen verschiedene Leistungsmerkmale eine zentrale Rolle. Die Auswahl eines

geeigneten Modells hängt von mehreren Faktoren ab, darunter Genauigkeit, Geschwin-

digkeit, Ressourcenverbrauch und Robustheit gegenüber variierenden Eingaben. Um

eine objektive und fundierte Analyse zu gewährleisten, werden folgende Vergleichskri-

terien de�niert:

1. Präzision, Emp�ndlichkeit und der F1-Score: Wichtige Metriken zur Bewertung

der Erkennungsgenauigkeit sind:

ˆ False Negative (FN): Ein positives Ereignis wird fälschlicherweise als nega-

tiv erkannt.

ˆ False Positive (FP): Ein negatives Ereignis wird fälschlicherweise als positiv

erkannt.

ˆ True Negative (TN): Ein negatives Ereignis wird korrekt als negativ er-

kannt.

ˆ True Positive (TP): Ein positives Ereignis wird korrekt als positiv erkannt.
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Präzision: Die Präzision misst den Anteil der korrekt erkannten positiven Er-

eignisse (True Positives) an allen als positiv klassi�zierten Ereignissen (True

Positives + False Positives). Sie wird mit der folgenden Formel berechnet [28]:

Präzision=
True Positives

True Positives+ False Positives

Emp�ndlichkeit: Die Emp�ndlichkeit, auch als True Positive Rate bekannt,

misst den Anteil der korrekt erkannten positiven Ereignisse (True Positives) an

allen tatsächlich positiven Ereignissen (True Positives + False Negatives). Sie

wird mit der folgenden Formel berechnet [28]:

Emp�ndlichkeit =
True Positives

True Positives+ False Negatives

Nachdem Präzision und Emp�ndlichkeit berechnet wurden, kann der F1-Score

als harmonisches Mittel dieser beiden Werte ermittelt werden:

F1-Score= 2 �
Präzision� Emp�ndlichkeit
Präzision+ Emp�ndlichkeit

Der F1-Score gibt einen Wert an, der die Balance zwischen Präzision und Emp-

�ndlichkeit berücksichtigt, insbesondere wenn es eine ungleiche Verteilung zwi-

schen den positiven und negativen Ereignissen gibt [43].

Die Metriken werden mit Prozenten (%) berechnet, da der Datensatz zur Mes-

sung des False-Positiv-Wertes wesentlich kleiner ist. Somit können die absoluten

Zahlen nicht miteinander verrechnet werden, da dies zu einer Verzerrung der

Ergebnisse führen würde. Durch die Berechnung in Prozent wird eine vergleich-

bare Grundlage gescha�en, um die Erkennungsleistung der Modelle unabhängig

von der Gröÿe der verschiedenen Datensätze zu bewerten. Diese Methode er-

möglicht eine objektivere Einschätzung der Modellgenauigkeit und gewährleis-

tet, dass Unterschiede in den Datensatzgröÿen die Interpretation der Ergebnisse

nicht beein�ussen.

2. Verarbeitungsgeschwindigkeit und Echtzeitfähigkeit: In Anwendungen wie Aug-

mented Reality oder Videoüberwachung ist eine hohe Verarbeitungsgeschwindig-

keit entscheidend. Modelle sollten in der Lage sein, Bilder oder Videoströme mit

hoher Bildrate zu verarbeiten, um eine verzögerungsfreie Erkennung zu gewähr-

leisten.
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3. Ressourcenverbrauch und Hardware-Anforderungen: Die E�zienz eines Modells

hängt stark von den benötigten Rechenressourcen ab. Während einige Model-

le für leistungsstarke GPUs optimiert sind, müssen andere auf mobilen oder

eingebetteten Systemen mit begrenzter Rechenleistung lau�ähig sein. Wichtige

Aspekte sind dabei Speicherbedarf, Energieverbrauch und die Möglichkeit zur

Optimierung für spezialisierte Hardware [33].

4. Robustheit gegenüber variierenden Eingaben: Ein robustes Modell sollte zu-

verlässig unter verschiedenen Bedingungen funktionieren. Dazu gehören unter-

schiedliche Beleuchtungssituationen, Gesichtsausdrücke, Teilverdeckungen (z. B.

Masken oder Brillen), verschiedene Hauttöne sowie unterschiedliche Handhal-

tungen oder Fingerpositionen [4].

Aufgrund der zeitlichen Begrenzung dieser Arbeit werden nur Punkte 1 und 2 unter-

sucht.

3.2.1 Messung der Genauigkeit der Handschlüsselpunkterkennung

Zur Messung der Genauigkeit der Handerkennungsmodelle wurden jeweils zwei zufällig

ausgewählte Bilder aus den verschiedenen Beleuchtungsszenarien herangezogen (ins-

gesamt 10 Bilder). Auf diesen wurden 21 Schlüsselpunkte manuell bestimmt, die als

korrekte Referenzpunkte dienen. Um den Datensatz zu erweitern, wurden diese Bilder

jeweils achtmal modi�ziert. Dadurch blieben die Koordinaten der Schlüsselpunkte un-

verändert, während das Set vervielfältigt wurde. Die durchgeführten Modi�kationen

umfassten:

ˆ Erhöhung und Verminderung der Beleuchtungsstärke

ˆ Erhöhung und Verminderung des Kontrastes

ˆ Gleichzeitige Erhöhung und Verminderung des Kontrastes und der Beleuchtungs-

stärke

ˆ Erhöhung und Verminderung der Farbsättigung.

Aufgrund der Unterschiede der erkannten Punkte der Pipelines für die Gesichtsschlüs-

selpunkterkennung erfolgt kein direkter Genauigkeitsvergleich dieser.
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3.2.2 Ablauf der Vergleiche

Um die Leistungsfähigkeit der Modelle für die Hand- und Gesichtserkennung objektiv

zu bewerten, wurden mehrere standardisierte Tests durchgeführt. Die Integrierung

der Modelle erfolgte gemäÿ den jeweiligen Vorgaben aus den bereitgestellten GitHub-

Repositories oder den o�ziellen Webseiten. Für die Evaluierung wurde der Datensatz

aus 3.3 verwendet.

Die Integrierung der Modelle bzw. Pipelines ist aus folgenden Quellen

ˆ MediaPipe Hand-, Handschlüsselpunkterkennung: [20]

ˆ WiLoR Hand-, Handschlüsselpunkterkennung: [38]

ˆ MediaPipe Gesicht-, Gesichtsschlüsselpunkterkennung: [19]

ˆ Dlib Gesicht-, Gesichtsschlüsselpunkterkennung: [13]

Tests zur Handerkennung: Zur Evaluierung der Handerkennung wurden zwei Mo-

delle miteinander verglichen: die Handerkennung der MediaPipe-Pipeline und das Han-

derkennungsmodell der WiLoR-Pipeline. Die Testbilder wurden durch das jeweilige

Modell verarbeitet, wobei erkannte Hände mit einem Begrenzungsrahmen gekennzeich-

net und das Ergebnis abgespeichert wurde. Die folgenden Metriken wurden erhoben:

ˆ False Negatives: Der Anteil der Bilder, auf denen eine Hand vorhanden ist, jedoch

nicht erkannt wurde.

ˆ False Positives: Fälle, in denen eine Hand erkannt wurde, aber keine abgebildet

ist.

ˆ True Negatives: Bilder, auf denen keine Hand vorhanden ist und vom Modell

korrekt keine Hand erkannt wurde.

ˆ True Positives: Der Anteil der korrekt erkannten Hände.

ˆ Mehrfacherkennungen: Falls ein Modell auf einem Bild mit nur einer Hand fälsch-

licherweise mehrere Hände erkennt.

ˆ Laufzeitanalyse: Die Rechenzeit der Modelle wurde gemessen und miteinander

verglichen, um deren E�zienz zu bewerten.
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Tests zur Handschlüsselpunkterkennung: Für die Erkennung der Handschlüs-

selpunkte wurden drei Modelle untersucht: die Handschlüsselpunkterkennung von Me-

diaPipe, die Handschlüsselpunkterkennung von WiLoR und das Handerkennungsmo-

dell der WiLoR-Pipeline, da dieses auch dieselben 21 Schlüsselpunkte erkennt (siehe

Abbildung 7). Beide Modelle erhalten als Eingabe ein Bild einer Hand, wobei das

Zuschneiden der Handregion auf den jeweiligen Handerkennungsmodellen basiert. Die

folgenden Aspekte werden analysiert:

ˆ Erkennung der Hand in zugeschnittenen Bildern: Es wurde überprüft, ob das

Modell in den zugeschnittenen Bildern eine Hand korrekt erkennt.

ˆ False-Positive-Analyse: Falls das Handerkennungsmodell eine Nicht-Hand-Region

fälschlicherweise als Hand klassi�ziert, wurde überprüft, ob die Handschlüssel-

punkterkennung in diesem Bereich ebenfalls eine Hand erkennt.

ˆ Genauigkeit der Schlüsselpunkterkennung: Zur Bewertung der Genauigkeit wird

ein spezialisierter Datensatz herangezogen (siehe Abschnitt 3.3). Alle Modelle

erkennen dieselben 21 Schlüsselpunkte, wodurch ein direkter Vergleich möglich

ist. Alle 90 Bilder des Testdatensatzes wurden verarbeitet, die Abweichungen

der erkannten Schlüsselpunkte gemessen und daraus der Durchschnitt sowie der

Median berechnet.

Diese Tests ermöglichen eine umfassende Bewertung der Modelle hinsichtlich Erken-

nungsgenauigkeit, Fehlerraten und E�zienz.

Vergleich der Gesichtserkennungsmodelle: Für die Gesichtserkennung wurden

zwei Modelle miteinander verglichen: Das Mediapipe Gesichtserkennungsmodell und

das Dlib Gesichtserkennungsmodell. Der Testaufbau entspricht weitgehend dem der

Handerkennung, wobei der selbe Datensatz verwendet wird.

Die Testbilder des Datensatzes wurden durch die Modelle verarbeitet, wobei erkannte

Gesichter mit einem Begrenzungsrahmen gekennzeichnet und die Ergebnisse gespei-

chert wurden. Die folgenden Metriken wurden zur Bewertung der Modelle gemessen:

ˆ False Negatives: Fälle, in denen ein tatsächlich vorhandenes Gesicht nicht erkannt

wurde.

ˆ False Positives: Fälle, in denen ein Gesicht erkannt wurde, aber keins abgebildet

ist.
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ˆ True Negatives: Bilder, auf denen kein Gesicht vorhanden ist und vom Modell

korrekt kein Gesicht erkannt wurde.

ˆ True Positives: Der Anteil der Bilder, auf denen ein Gesicht korrekt erkannt

wurde.

ˆ Mehrfacherkennungen: Falls ein Modell auf einem Bild mit nur einem Gesicht

fälschlicherweise mehrere Gesichter erkennt.

ˆ Laufzeitanalyse: Die Geschwindigkeit der Modelle wurde gemessen und vergli-

chen, um deren E�zienz in Echtzeitanwendungen zu bewerten.

Vergleich der Gesichtsschlüsselpunkterkennung: Zur Erkennung der Gesichts-

schlüsselpunkte werden die Pipeliness von Dlib und MediaPipe untersucht. Beide Pi-

pelines erkennen das Gesicht und schneiden dieses aus. Das ausgeschnittene Gesicht

dient als Eingabe für ein Modell, welches die Gesichtsschlüsselpunkte erkennt. Dieser

Prozess funktioniert wie der der Handschlüsselpunkterkennung, Abbildung 6. Auf-

grund struktureller Unterschiede zwischen den Modellen erfolgt jedoch kein direkter

Genauigkeitsvergleich der Gesichtsschlüsselpunkterkennung. Das Dlib Modell für die

Gesichtsschlüsselpunkterkennung erkennt 68 Schlüsselpunkte, während das MediaPipe

Modell für die Gesichtsschlüsselpunkterkennung 478 Schlüsselpunkte erkennt. Daher

wird lediglich überprüft, ob in den zugeschnittenen Bildern weiterhin ein Gesicht er-

kannt wurde. Zudem wird die Laufzeit analysiert.

Zusätzlich wird eine False-Positive-Analyse durchgeführt: Falls der Gesichtsdetektor

eine Nicht-Gesichtsregion fälschlicherweise als Gesicht klassi�ziert, wird analysiert, ob

der Gesichtsschlüsselpunkterkenner in diesem Bereich ebenfalls ein Gesicht erkennt.

Diese Tests liefern eine umfassende Bewertung der Gesichtserkennungsmodelle hin-

sichtlich ihrer Präzision, Fehleranfälligkeit und Laufzeit.

3.3 Beschreibung des Datensatzes

Für die durchgeführten Tests wurde ein eigener Datensatz erstellt. Dieser Datensatz

besteht aus Bildern, die eine Person frontal beim Zähneputzen unter verschiedenen

Lichtbedingungen zeigen. Die Erstellung dieses Datensatzes ist von besonderer Be-

deutung, da das Zähneputzen eine spezi�sche Handbewegung mit sich bringt. Beim

Zähneputzen ist die Art, wie die Zahnbürste gehalten wird, individuell. Laut einer

Studie der ETH Zürich [12] wird jedoch in 58 % der Fälle ein Faustgri� mit dem Dau-

men um den Zahnbürstengri� und in 37 % der Fälle ein Faustgri� mit dem Daumen
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auf dem Zahnbürstengri� verwendet. Ähnliche Ergebnisse erhob auch das Department

of Pedodontics and Preventive Dentistry [6]. Dies bedeutet, dass in den meisten Fäl-

len eine Faust gebildet wird, die während des Putzens gedreht und geschwenkt wird.

Während der Aufnahme sieht die aufgenommene Person frontal zur Kamera, sodass

der Handrücken zur Kamera gerichtet ist. Dadurch sind die Finger nicht sichtbar,

was die Erkennung der Hand zusätzlich erschwert. Zudem wird bei einer Frontalauf-

nahme während des Zähneputzens das Gesicht von der Nase abwärts teilweise oder

vollständig durch die Hand, die die Zahnbürste hält, verdeckt. Dies stellt eine wei-

tere Herausforderung für die Gesichtserkennung dar. Da eine reale Anwendung nicht

unter optimalen Bedingungen erfolgt, enthält der Datensatz Bilder mit verschiede-

nen Beleuchtungssituationen, um unterschiedliche Lichtverhältnisse zu simulieren. Die

erfassten Beleuchtungsszenarien sind:

ˆ Beleuchtung von links

ˆ Beleuchtung von rechts

ˆ Beleuchtung von vorne

ˆ neutrale Beleuchtung ohne erkennbare primäre Lichtquelle

ˆ geringe Beleuchtung (dunkle Umgebung).

Insgesamt umfasst der Datensatz 1790 Bilder. Beispielbilder sind auf den Abbildungen

8 9 10 11 12 zu sehen. Alle Bilder haben die Dimensionen 640x480 Pixel.

Es wurde ein eigener Datensatz erstellt, da kein bestehender Datensatz die Besonder-

heiten des Zähneputzens sowie die unterschiedlichen Lichtbedingungen in Badezim-

mern abbildete.

3.3.1 Einschränkungen des Datensatzes

Der Datensatz weist einige Limitationen auf. Der Hintergrund ist monoton weiÿ, was

nicht die verschiedenen Gegebenheiten eines Badezimmers widerspiegelt und somit die

Erkennung von Gesicht und Hand erleichtert. Zudem ist auf jedem Bild nur eine ein-

zelne Person mit einer Hand zu sehen. Da stets dieselbe Person dargestellt ist, gibt

es keine Variabilität in der Hautfarbe, sodass keine Analyse der Erkennungsrate in

Abhängigkeit vom Melaningehalt der Haut möglich ist. Ein weiteres Merkmal der dar-

gestellten Person ist das Tragen einer Brille, die einen Teil der Augenbrauen verdeckt,
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Abbildung 8: Beispielbild: neutrale Be-
leuchtung

Abbildung 9: Beispielbild: niedrige Be-
leuchtung

Abbildung 10: Beispielbild: Beleuch-
tung von vorne

Abbildung 11: Beispielbild: Beleuch-
tung von rechts

Abbildung 12: Beispielbild: Beleuch-
tung von links
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sowie ein Bart in Kombination mit einem schwarzen Oberteil. Dies erschwert die Kon-

turenerkennung des Kiefers zusätzlich. Zudem ist es aus den genannten Gründen nicht

möglich einen Voreingenommenheit bzw. die Fairness zu testen.

3.3.2 Erweiterung des Datensatzes für verschiedene Erkennungsfälle

Die oben beschriebenen Bilder dienen der Erkennung der Fälle True Positive und

False Negative. Um auch den Fall False Positive und True Negativ zu analysieren,

wurden zwei separate, kleinere Datensätze von Bildern erstellt. Diese Bilder enthalten

für die Handerkennung keine Hand und für die Gesichtserkennung kein Gesicht. Zu-

sätzlich sind diese Bilder vielfältiger. Sie wurden nicht nur an derselben Stelle wie der

ursprüngliche Datensatz aufgenommen, sondern beinhalten eine Vielzahl unterschied-

licher Hintergründe und Posen. Der Datensatz, der Bilder ohne abgebildete Hände

enthält, umfasst 258 Bilder, und der Datensatz, der keine Gesichter enthält, umfasst

289 Bilder. Diese Bilder haben auch die Dimension von 640x480 Pixel.
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4 Vergleich der KI-Modelle

Im folgenden Kapitel wird das System beschrieben auf dem die Tests abliefen, sowie

die Leistungsbewertung der verschiedenen Modelle bzw. Pipelines wiedergegeben, die

in dem vorherigen Kapitel detailliert vorgestellt wurden. Das Ziel dieser Analyse ist es,

die Ergebnisse der unterschiedlichen Modelle hinsichtlich ihrer Genauigkeit, E�zienz

und Zuverlässigkeit miteinander zu vergleichen. Dafür werden die ermittelten Metri-

ken, wie zum Beispiel die Rate der True Positives, False Positives, True Negatives und

False Negatives, sowie die Laufzeit der jeweiligen Modelle/Pipelines berücksichtigt.

Es wird der F1-Score berechnet, um die Leistungsfähigkeit des Modells zu bewerten.

Zur Berechnung des F1-Scores sind die Präzision und die Emp�ndlichkeit erforderlich.

Die Berechnung dieser Metriken erfolgt wie in 3.2 beschrieben.

4.1 Hardware-Komponenten des Testsystems

Die Tests wurden auf einem Lenovo T490 durchgeführt. Das System ist mit dem

Betriebssystem Linux Manjaro ausgestattet und läuft mit dem Kernel 5.15.153-1-

MANJARO. Der Prozessor (CPU) des Systems ist ein Intel Core i7-8565U. Für die

Datenspeicherung wurde eine 500 GB Solid-State-Drive

(Modell: SSDPEKKF512G8L) verwendet. Das System ist mit 16 GB RAM (Typ:

DDR4) ausgestattet, verteilt auf zwei Slots mit einer Speichergeschwindigkeit von

2667 MT/s.

4.2 Vergleich der Handerkennungsmodelle

Zunächst wird jedes Handerkennungsmodell einzeln bezüglich seiner Erkennungsleis-

tung bewertet. Die Schlüsselpunkterkennung wird in einem späteren Schritt zusammen

mit der Handerkennung analysiert, da ihre Genauigkeit von der Leistung der zugrunde

liegenden Handerkennung abhängt.

4.2.1 MediaPipe Handerkennung

Die MediaPipe-API für die Erkennung von Handschlüsselpunkten bietet standardmä-

ÿig keinen direkten Zugri� auf die Ausgaben des Handerkennungsmodells. Um dennoch

an diese Daten zu gelangen, wurde der Quellcode entsprechend modi�ziert. Zudem bie-

tet die API Kon�gurationsmöglichkeiten, die für die durchgeführten Tests jedoch auf

den Standardwerten belassen wurden. Mit dieser Kon�guration erreichte das Modell
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eine True Positive Rate von 92,12 %, was bedeutet, dass von insgesamt 1790 Händen

1649 korrekt erkannt wurden. Allerdings identi�zierte das Modell in 647 dieser Fälle

fälschlicherweise zwei Hände statt einer. Bei der Evaluierung mit einem Datensatz,

der keine Hände enthält, wurden 15 von 258 Bildern fälschlicherweise als enthaltend

klassi�ziert (False Positives). Die detaillierten Ergebnisse lauten:

ˆ False Negatives: 141 von 1790 (7,88%)

ˆ False Positives: 15 von 258 (5,81%)

ˆ True Negatives: 243 von 258 (94,19%)

ˆ True Positives: 1649 von 1790 (92,12%)

ˆ Doppelt erkannte Hände: 647 von 1649 (39.23%)

Diese Werte zeigen, dass das Modell eine hohe Erkennungsrate besitzt, jedoch bei einer

beträchtlichen Anzahl von Bildern zwei Hände statt einer erkennt.

Modellmetriken:

ˆ Präzision: 94,07%

ˆ Emp�ndlichkeit: 92,12%

ˆ F1-Score: 93,08%

Laufzeitanalyse: Die durchschnittliche Laufzeit des Modells beträgt 0,021 Sekun-

den, während der Median der Laufzeit 0,02 Sekunden beträgt. Dies zeigt eine sym-

metrische Verteilung der Laufzeiten, was bedeutet, dass sich die Werte gleichmäÿig

um den Durchschnitt verteilen. Dadurch kann mit einer konstanten Laufzeit gerechnet

werden, und sowohl der Durchschnitt als auch der Median sind zuverlässige Indikato-

ren.

4.2.2 WiLoR Handerkennung

Die Handerkennung der WiLoR-Pipeline erzielte eine hohe Erkennungsrate im Bereich

True Positives. Von insgesamt 1790 Händen im Testdatensatz wurden 1779 als Hand

erkannt. Auf zwei Bildern von diesen 1779 Bildern wurde jedoch eine Hand an der

falschen Stelle erkannt. Diese zwei Fälle zählen zu den False Negatives. In 15 Fällen

erkannte das Modell fälschlicherweise zwei Hände in einem Bild, wobei die tatsächlich
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vorhandene Hand stets korrekt identi�ziert wurde. Diese Fälle wurden als eigene Kate-

gorie erfasst. Auch im Bereich False Negatives erzielte das Modell gute Ergebnisse: Von

258 Bildern, die keine Hand enthalten, wurde lediglich auf einem Bild fälschlicherweise

eine Hand erkannt. Die Ergebnisse lassen sich wie folgt zusammenfassen:

ˆ False Negatives: 13 von 1790 (0,73 %)

ˆ False Positives: 1 von 258 (0,38 %)

ˆ True Negatives: 257 von 258 (99,61 %)

ˆ True Positives: 1777 von 1790 (99,27 %)

ˆ Doppelt erkannte Hände: 15 von 1777 (0,84 %)

Modellmetriken:

ˆ Präzision : 99,62%

ˆ Emp�ndlichkeit: 99,27%

ˆ F1-Score: 99,26%

Doppelt erkannte Hände: Auf den 15 Bildern, auf denen zwei Hände erkannt

wurden, wurde in 12 Fällen der Hals und in zwei Fällen der Unterarm fälschlicherweise

als Hand identi�ziert. Der Unterarm war jedoch nicht frei, sondern durch eine Jacke

verdeckt.

Laufzeitanalyse: Die durchschnittliche Laufzeit des Modells beträgt 0,33 Sekunden,

während der Median der Laufzeit 0,31 Sekunden beträgt. Dies zeigt eine konstante

Laufzeit.

4.2.3 Fazit zur Erkennung der Hand

Die MediaPipe-Handerkennung weist eine Emp�ndlichkeit von 92,12% auf, was bedeu-

tet, dass der Groÿteil aller Hände richtig erkannt wurden. Zudem zeigt die Präzision

von 94,07% auf, dass die meisten als Hand erkannten Objekte auch tatsächlich Hände

sind. Der F1-Score von 93,08% zeigt eine ausgewogene Erkennungsleistung auf, aber

die Anzahl der doppelt erkannte Händen von 647 ist eine deutliche Schwäche. Die

Daten sind in Abbildung 13 visualisiert. Eine Stärke der Handerkennung von Media-

Pipe ist aber die Laufzeit, die im Durchschnitt bei 0,021 Sekunden liegt. Im Vergleich
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dazu liefert die WiLoR-Handerkennung eine bessere Präzision von 99,62% und eine

höhere Emp�ndlichkeit von 99,27% als die MediaPipe-Handerkennung. Die höhere

Emp�ndlichkeit bedeutet, dass das Modelle mehr tatsächlich vorhandene Hände kor-

rekt erkennt. Die höhere Präzision heiÿt, dass das Modell weniger falsche Erkennungen

macht (False Positives) als die Handerkennung von MediaPipe. Die höhere Präzision

und die höhere Emp�ndlichkeit sind der Grund dafür, dass der F1-Score auch höher ist

als der von der MediaPipe-Handerkennung. Die WiLoR-Handerkennung hat aber eine

höhere Laufzeit als die MediaPipe-Handerkennung. Daraus folgt, dass die Wahl des

Modells von der jeweiligen Anwendung und dem System, auf dem das Modell läuft,

abhängt. Für die Echtzeitbewegungserfassung ist jedoch das MediaPipe-Modell besser

geeignet, da vor allem durch die niedrige Laufzeit mehr Bilder pro Sekunde verarbeitet

werden können. Dies führt dazu, dass ein Bewegungs�uss besser erfasst werden kann.

Abbildung 13: Histogrammdarstellung der erhobenen Werte für die Handerkennung:
Präzision, Emp�ndlichkeit und F1-Score
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4.3 Vergleich der Handschlüsselpunkterkennung

Die Bewertung der Pipelines erfolgt unter Berücksichtigung der gesamten Verarbei-

tungskette, bestehend aus zwei Modellen: der Handerkennung und der anschlieÿen-

den Identi�kation der Handschlüsselpunkte. Da die Schlüsselpunkterkennungsmodelle

stark von den Eingangsdaten abhängen und auf die jeweiligen Handerkennungsmo-

delle abgestimmt sind, wird der Vergleich auf die Gesamtpipeline fokussiert, anstatt

einzelne Komponenten isoliert zu betrachten.

4.3.1 MediaPipe-Pipeline zur Handschlüsselpunkterkennung

Die MediaPipe-API bietet Kon�gurationsmöglichkeiten zur Anpassung der maximal

erkennbaren Hände. Standardmäÿig wird maximal eine Hand erkannt. Um die Grenzen

der Pipeline zu untersuchen, wurde zusätzlich analysiert, wie sich die Ergebnisse bei

der Erkennung von mehr als einer Hand verändern.

Erkennung mit der Begrenzung auf eine Hand: Wenn die Kon�guration auf

die Erkennung maximal einer Hand beschränkt wird, ergeben sich folgende Werte:

ˆ False Negatives: 395 von 1790 (22,07%)

ˆ False Positives: 0 von 258 (0 %)

ˆ True Negatives: 258 von 258 (100 %)

ˆ True Positives: 1395 von 1790 (77,93%)

Modellmetriken:

ˆ Präzision : 100%

ˆ Emp�ndlichkeit: 77,93%

ˆ F1-Score: 87,6%

Erkennung von mehr als zwei Händen: Zusätzlich wurde die Anzahl der fälschli-

cherweise mehrfach erkannten Hände untersucht. Die Pipeline erkannte in 12 von 1647

Fällen zwei Hände, wobei in vier dieser Fälle die zusätzlichen Rahmen tatsächlich Hän-

de enthielten, während die anderen acht Fälle als falsch erkannte Hände klassi�ziert

wurden. Alle sonst erkannten Hände wurden akkurat erkannt. Bei der Kon�guration,

die mehr als zwei Hände zulässt, wurden die folgenden Ergebnisse erzielt:
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ˆ False Negatives: 156 von 1790 (8,71%)

ˆ False Positives: 0 von 258 (0 %)

ˆ True Negatives: 258 von 258 (100 %)

ˆ True Positives: 1634 von 1790 (91,28%)

ˆ Doppelt erkannte Hände: 12 von 1634 (0,73 %)

Modellmetriken:

ˆ Präzision: 100%

ˆ Emp�ndlichkeit: 91,28%

ˆ F1-Score: 95,44 %

Dies zeigt, dass bei einer Begrenzung auf eine Hand die Erkennungsrate sinkt.

Laufzeitanalyse: Die durchschnittliche Laufzeit der gesamten Pipeline beträgt 0,0517

Sekunden, während die Medianlaufzeit 0,0482 Sekunden beträgt. Diese Werte beinhal-

ten sowohl die Non-Maximum Suppression (NMS) als auch die Skalierung der Bilder.

Vergleich der Kon�gurationen zur maximalen Handanzahl: Beim direkten

Vergleich der beiden Kon�gurationsarten zeigt sich, dass die Erkennungsrate steigt,

wenn mehrere Hände erkannt werden dürfen. Dies liegt an der Art der verwendeten

Modellart (SSD), bei dem in 231 Fällen der Rahmen, welcher die Hand enthielt, ei-

ne geringere Wahrscheinlichkeit aufweist als ein anderer Rahmen, welcher keine Hand

einschloss. Dies deutet darauf hin, dass wenn das Modell auf die Erkennung einer

einzelnen Hand begrenzt wird, wählt die NMS-Logik den Rahmen mit der höchsten

Wahrscheinlichkeit aus. Falls dieser Rahmen die Hand nicht korrekt einschlieÿt, verar-

beitet das Schlüsselpunkterkennungsmodell einen fehlerhaften Bildausschnitt, wodurch

in diesen Fällen keine Hand erkannt wird.

4.3.2 WiLoR-Pipeline zur Handschlüsselpunkterkennung

Die WiLoR-Pipeline wurde hinsichtlich ihrer Erkennungsleistung und Laufzeit analy-

siert. Alle doppelt erkannten Rahmen wurden von der WiLoR Handschlüsselpunkter-

kennung ebenfalls als Hände klassi�ziert. Daher werden diese in die Berechnung der

Erkennungsraten einbezogen.

Die Ergebnisse der Erkennungsleistung sind wie folgt:
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ˆ False Negatives: 13 von 1790 (0,72 %)

ˆ False Positives: 1 von 258 (0,38 %)

ˆ True Negatives: 257 von 258 (99,61 %)

ˆ True Positives: 1777 von 1790 (99,27 %)

ˆ Doppelt erkannte Hände: 15 von 1777 (0,844 %)

Modellmetriken:

ˆ Präzision : 99,26 %

ˆ Emp�ndlichkeit: 99,27 %

ˆ F1-Score: 99,26 %

Laufzeitanalyse: Die durchschnittliche Laufzeit der gesamten WiLoR-Pipeline be-

trägt 2,30 Sekunden, während der Median bei 2,31 Sekunden liegt. Diese nahezu iden-

tischen Werte deuten darauf hin, dass die Laufzeiten symmetrisch verteilt sind und

somit mit einer konstanten Laufzeit gerechnet werden kann.

4.3.3 Genauigkeit der Schlüsselpunkterkennung

In diesem Abschnitt wird die Genauigkeit der Schlüsselpunkterkennung im 2-dimensionalem

Raum untersucht, indem drei verschiedene Modelle miteinander verglichen werden: das

WiLoR Handerkennungsmodell, die MediaPipe Handschlüsselpunkt Pipeline und die

WiLoR-Pipeline. Die Analyse zeigt, dass das WiLoR Handerkennungsmodell sowie die

WiLoR-Pipeline in 2 von 90 Bildern die dargestellte Hand nicht erkennen konnten. Die

MediaPipe-Pipeline (eingeschränkt auf die Erkennung einer Hand) schnitt schlechter

ab und erkannte 14 Hände nicht.

Die Abbildung 15 zeigt die unterschiedlichen Mediane der Abweichung der einzelnen

Schlüsselpunkten auf und Abbildung 14 zeigt die unterschiedlichen durchschnittlichen

Abweichung aller 21 Punkte auf. Die Reihenfolge der Schlüsselpunkte ist von Abbil-

dung 7 abzulesen. Es ist au�ällig, dass die WiLoR-Pipeline zur Handschlüsselpunkter-

kennung die gröÿte Abweichung aufweist. Die WiLoR-Pipeline benötigte die längste

Laufzeit, weshalb es überraschend wirkt, dass diese Ergebnisse die unpräzisesten sind.

Dies ist aber damit zu erklären, dass der Zweck der WiLoR-Pipeline die Punkterken-

nung für die Erstellung eines 3-dimensionalen Handmodells ist [39]. Anders verhält es
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sich bei der WiLoR Handerkennung und der MediaPipe-Handerkennungspipeline, die

das Ziel hat die Hand zu erkennen und die 21 Schlüsselpunkte zu bestimmen.

Die gesamte durchschnittliche Abweichung aller Punkte zusammen liegt bei der MediaPipe-

Pipeline bei 10,19 Pixel und bei der WiLoR-Handerkennung bei 11,73 Pixel. Dies be-

deutet, dass die MediaPipe-Handerkennungspipeline eine höhere Genauigkeit aufweist.

Die MediaPipe-Handerkennungspipeline ist im Durchschnitt ca. 1,54 Pixel genauer.

Es ist zu beachten, dass die Testbilder eine Dimension von 640Ö 480 Pixeln ha-

ben. Der Unterschied in der Genauigkeit kann auch daran liegen, dass die MediaPipe-

Handerkennungspipeline 14 Hände nicht erkannt hat. Diese Ergebnisse verdeutlichen

die Unterschiede in der Genauigkeit der Modelle und zeigen mögliche Schwächen bei

der Handerkennung in komplexen Bildszenarien auf.

Abbildung 14: Graph für die durchschnittliche Abweichung aller 21 Punkte
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Abbildung 15: Graph für die Median-Abweichung aller 21 Punkte

4.3.4 Fazit zur Erkennung der Handschlüsselpunkte

Die Analyse zeigt auf, dass die beiden verglichenen Pipelines unterschiedliche Stärken

haben. Eine Visualisierung der Daten ist in Abbildung 16 zu �nden. Die WiLoR-

Pipeline zeigt ihre Stärken in den Metriken Präzision, Emp�ndlichkeit und im F1-

Score und ist daher zuverlässig in der Erkennung der Schlüsselpunkte. Die MediaPipe-

Pipeline für die Erkennung der Handschlüsselpunkte bietet ebenfalls eine hohe Präzi-

sion, jedoch eine geringere Emp�ndlichkeit. Hierbei sind die Ergebnisse aus 4.3.1 zu

beachten. Anhand des Vergleichs des F1-Scores lässt sich darauf schlieÿen, dass die

WiLoR-Pipeline eine ausgewogenere Leistung erzielt. MediaPipe bietet auch eine hö-

here Genauigkeit. Entscheidend für die Bewertung ist jedoch die Laufzeit, die starke

Unterschiede aufweist. Für den Zweck einer Echtzeitanwendung ist die Laufzeit der

WiLoR-Pipeline (2,3 Sekunden) deutlich zu lang.

Die WiLoR-Handerkennung erkennt jedoch auch die gleichen 21 Schlüsselpunkte und

tut dies genauer als die gesamte WiLoR-Pipeline. Zudem ist diese auch deutlich schnel-

ler auf dem getesteten System. Für die Erkennung der 21 Schlüsselpunkte ist die reine

Handerkennung vorzuziehen.

Die WiLoR-Handerkennung ist deutlich langsamer als die MediaPipe-Pipeline zur

Erkennung der Handschlüsselpunkten. Die WiLoR-Handerkennung hat eine durch-
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schnittliche Laufzeit von 0,33 Sekunden und die MediaPipe-Pipeline zur Erkennung

der Handschlüsselpunkten hat eine durchschnittliche Laufzeit von ca. 0,05 Sekunden.

Somit hängt die �nale Wahl eines Modells für die Erkennung der Handschlüssel-

punkte letztendlich von der genauen Anwendung und dem System ab. Die WiLoR-

Handerkennung könnte beispielsweise die bessere Wahl für Sicherheitssysteme sein, da

diese oftmals mehr Rechenleistung aufweisen als mobile Endgeräte. Die MediaPipe-

Pipeline für die Erkennung der Handschlüsselpunkte ist durch ihre Laufzeit besser

geeignet für Anwendungen auf Systemen mit geringer Rechenleistung, wie zum Bei-

spiel mobile Endgeräte.

Abbildung 16: Histogrammdarstellung der erhobenen Werte für die Handschlüssel-
punkterkennung: Präzision, Emp�ndlichkeit und F1-Score
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4.4 Vergleich der Gesichtserkennungsmodelle

Die Bewertung der Gesichtserkennungsmodelle erfolgt analog zur Analyse der Hander-

kennung. Jedes Modell wird zunächst einzeln hinsichtlich seiner Erkennungsleistung

betrachtet. Die Schlüsselpunkterkennung wird in einem späteren Schritt gemeinsam

mit der Gesichtserkennung analysiert, da deren Genauigkeit maÿgeblich von der zu-

grunde liegenden Gesichtserkennung abhängt.

4.4.1 MediaPipe Gesichtserkennung

MediaPipe bietet eine API zur Gesichtserkennung, die unabhängig von der Schlüs-

selpunkterkennung genutzt werden kann. In dieser Untersuchung wurde ausschlieÿlich

die Erkennungsleistung des Gesichts getestet. Die Ergebnisse sind wie folgt:

ˆ False Negatives: 0 von 1790 (0 %)

ˆ False Positives: 27 von 289 (9,34 %)

ˆ True Negatives: 262 von 289 (90,66 %)

ˆ True Positives: 1790 von 1790 (100 %)

ˆ Doppelt erkannt: 0 von 1789 (0 %)

Bei allen korrekt erkannten Gesichtern umschlieÿt der erkannte Rahmen das Gesicht,

endet jedoch knapp unterhalb der Unterlippe, wodurch das Kinn nicht vollständig er-

fasst wird (siehe Abbildung 17).

Modellmetriken:

ˆ Präzision: 91,45 %

ˆ Emp�ndlichkeit: 100 %

ˆ F1-Score: 95,53 %

Laufzeitanalyse: Die durchschnittliche Laufzeit der Gesichtserkennung beträgt 0,00302

Sekunden, während der Median der Laufzeit 0,00316 Sekunden beträgt. Diese Werte

zeigen, dass die Erkennung e�zient und in Echtzeit durchgeführt werden kann.
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Abbildung 17: Beispielbild für den erkannten Gesichtsrahmen

4.4.2 Dlib Gesichtserkennung

Die Gesichtserkennung mit Dlib wurde hinsichtlich ihrer Erkennungsleistung und Lauf-

zeit analysiert. Ein entscheidender Vorteil des Modells ist, dass alle erkannten Rahmen

das Gesicht vollständig umfassen. Die Ergebnisse der Erkennung sind:

ˆ False Negatives: 1487 von 1790 (83,07 %)

ˆ False Positives: 1 von 289 (0,35 %)

ˆ True Negatives: 288 von 289 (99,65 %)

ˆ True Positives: 303 von 1790 (16,93 %)

ˆ Doppelt erkannt: 0 von 303 (0 %)

Modellmetriken:

ˆ Präzision: 97,97 %

ˆ Emp�ndlichkeit: 16,93 %

ˆ F1-Score: 28,87 %

Laufzeitanalyse: Die durchschnittliche Laufzeit der Gesichtserkennung beträgt 0,1599

Sekunden. Der Median liegt bei 0,1601 Sekunden. Damit ist die Erkennung deutlich

langsamer als die MediaPipe Gesichtserkennung, was bei Echtzeitanwendungen be-

rücksichtigt werden muss.
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4.4.3 Fazit zur Erkennung des Gesichts

Die Modelle für die Gesichtserkennung weisen groÿe Unterschiede auf, wie auch in

Abbildung 18 zu sehen. Die Gesichtserkennung von MediaPipe weist eine hohe Emp-

�ndlichkeit und einen hohen F1-Score auf. Negativ fällt jedoch die relativ hohe Rate

an falsch-positiven Fällen auf. Die Gesichtserkennung von Dlib weist aufgrund der

geringen Rate an falsch-positiven Fällen eine hohe Präzision auf. Allerdings liegt die

Emp�ndlichkeit bei nur 16,93 %, was bedeutet, dass viele Gesichter nicht erkannt wer-

den. Daher fällt der F1-Score unter den der MediaPipe-Gesichtserkennung.

Insgesamt ist MediaPipe die deutlich leistungsfähigere Wahl für Anwendungen, die

eine zuverlässige und schnelle Gesichtserkennung erfordern, basierend auf dem getes-

teten Datensatz. Dlib könnte in Szenarien von Nutzen sein, in denen eine extrem hohe

Präzision wichtiger ist als die Emp�ndlichkeit

Abbildung 18: Histogrammdarstellung der erhobenen Werte für die Gesichtserkennung:
Präzision, Emp�ndlichkeit und F1-Score
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4.5 Vergleich der Gesichtsschlüsselpunkterkennung

Da die reine Erkennung der Schlüsselpunkte von dem zu verarbeitenden Bild abhängt,

wird in diesem Kapitel die gesamte Pipeline betrachtet.

4.5.1 MediaPipe-Pipeline zur Gesichtsschlüsselpunkterkennung

Die Schlüsselpunkterkennung für Gesichter mit MediaPipe wurde in zwei Kon�gura-

tionen getestet: eine Beschränkung auf maximal ein Gesicht sowie die Erkennung von

mehr als zwei Gesichtern.

Ergebnisse der Erkennung maximal ein Gesicht:

ˆ False Negatives: 10 von 1790 (0,56 %)

ˆ False Positives: 7 von 289 (2,42 %)

ˆ True Negatives: 282 von 289 (97,58 %)

ˆ True Positives: 1780 von 1790 (99,44 %)

ˆ Doppelt erkannte Gesichter: 0 von 1780 (0 %)

Modellmetriken:

ˆ Präzision: 97,66 %

ˆ Emp�ndlichkeit: 99,44 %

ˆ F1-Score: 98,54 %

Mehr als zwei Gesichter:

ˆ False Negatives: 10 von 1790 (0,56 %)

ˆ False Positives: 8 von 289 (2,77 %)

ˆ True Negatives: 281 von 289 (97,23 %)

ˆ True Positives: 1780 von 1790 (99,44 %)

ˆ Doppelt erkannte Gesichter: 0 von 1789 (0 %)
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Modellmetriken:

ˆ Präzision: 97,29 %

ˆ Emp�ndlichkeit: 99,44 %

ˆ F1-Score: 98,35 %

In der Untersuchung wurde der Unterschied zwischen der maximalen Erkennung ei-

nes Gesichts und der Kon�guration für die Erkennung von mehr als zwei Gesichtern

analysiert. Es konnte festgestellt werden, dass der Unterschied zwischen beiden Ein-

stellungen nur geringfügig ist. Bei der Kon�guration für mehr als zwei Gesichter wurde

lediglich ein zusätzliches Gesicht fälschlicherweise erkannt. Diese minimale Verände-

rung deutet darauf hin, dass eine Kon�guration zur Erkennung von mehr als zwei

Gesichtern nur einen geringen Ein�uss auf die Leistung der Schlüsselpunkterkennung

hat. Dies wird durch den F1-Score bestätigt, der sich bei beiden Kon�gurationen nur

um 0,19 % unterscheidet. Ein hoher F1-Score weist dabei auf eine zuverlässige Schlüs-

selpunkterkennung hin, während sich die Präzision und Emp�ndlichkeit der beiden

Kon�gurationen nur geringfügig voneinander unterscheiden.

Laufzeitanalyse: Die durchschnittliche Laufzeit der Schlüsselpunkterkennung be-

trägt 0,00853 Sekunden, während der Median bei 0,00872 Sekunden liegt. Dies zeigt,

dass MediaPipe eine schnelle und e�ziente Lösung zur Gesichtsschlüsselpunkterken-

nung bietet.

4.5.2 Dlib-Pipeline zur Gesichtsschlüsselpunkterkennung

Die Schlüsselpunkterkennung mit Dlib wurde in Bezug auf die Erkennungsleistung und

Laufzeit analysiert. Die detaillierten Ergebnisse der Schlüsselpunkterkennung sind wie

folgt:

ˆ False Negatives: 1487 von 1790 (83,07 %)

ˆ False Positives: 1 von 289 (0,35 %)

ˆ True Negatives: 288 von 289 (99,65 %)

ˆ True Positives: 303 von 1790 (16,93 %)
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Modellmetriken:

ˆ Präzision: 97,97 %

ˆ Emp�ndlichkeit: 16,93 %

ˆ F1-Score: 28,87 %

Die hohe Zahl der False Negatives zeigt, dass Dlib in der Schlüsselpunkterkennung

eine geringe Tre�erquote hat, was auf eine unzureichende Erkennung in vielen Fäl-

len hinweist. Dennoch weist die Gesichtsschlüsselpunkterkennung von Dlib eine hohe

Präzision auf.

Laufzeitanalyse: Die durchschnittliche Laufzeit der Schlüsselpunkterkennung be-

trägt 0,1682 Sekunden, während der Median bei 0,1686 Sekunden liegt. Diese Ergeb-

nisse müssen bei der Wahl des geeigneten Modells für Echtzeitanwendungen berück-

sichtigt werden.

4.5.3 Fazit zur Erkennung der Gesichtsschlüsselpunkte

Die Analyse der verschiedenen Gesichtsschlüsselpunkterkennungsmodelle zeigt deutli-

che Unterschiede in ihrer Erkennungsleistung und Laufzeit.

Die MediaPipe Gesichtsschlüsselpunkterkennung liefert insgesamt gute Ergebnisse. In

beiden getesteten Kon�gurationen, einmal mit der Einschränkung auf ein Gesicht und

einmal mit der Erkennung von mehr als zwei Gesichtern, konnte eine nahezu identische

Leistung erzielt werden. Die hohe Präzision (97,66 % bzw. 97,29 %) und Emp�ndlich-

keit (99,44 %), sowie der hohe F1-Score (98,54 % bzw. 98,35 %) belegen eine zuver-

lässige und präzise Gesichtsschlüsselpunkterkennung. Der Unterschied in der Leistung

zwischen den beiden Kon�gurationen war marginal, was darauf hindeutet, dass eine

Kon�guration für mehrere Gesichter nur einen minimalen Ein�uss auf die Zuverläs-

sigkeit hat (siehe Abbildung 19). Die Laufzeit von MediaPipe (Durchschnitt: 0,00853

Sekunden) macht es zu einer schnellen und e�zienten Lösung, die insbesondere für

Echtzeitanwendungen geeignet ist.

Die Dlib Gesichtsschlüsselpunkterkennung zeigt im Vergleich, insbesondere bei der Er-

kennungsleistung, gröÿere Schwächen. Mit einer sehr hohen Zahl an False Negatives

(83,07 %) und einer niedrigen Emp�ndlichkeit (16,93 %) erkennt Dlib nur einen klei-

nen Teil der Gesichter korrekt. Obwohl die Präzision mit 97,97 % relativ hoch ist,

wird diese durch die geringe Anzahl an True Positives (16,93 %) relativiert, was auf

eine insgesamt niedrige Tre�erquote bei der Schlüsselpunkterkennung hinweist. Zudem
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ist die Laufzeit von Dlib (Durchschnitt: 0,1682 Sekunden) deutlich länger als die von

MediaPipe, was in Echtzeitanwendungen problematisch werden könnte.

Zusammenfassend lässt sich sagen, dass MediaPipe in beiden getesteten Kon�guratio-

nen eine zuverlässigere, schnellere und präzisere Lösung zur Gesichtsschlüsselpunkter-

kennung bietet als Dlib. Für Echtzeitanwendungen, bei denen sowohl Genauigkeit als

auch Geschwindigkeit entscheidend sind, stellt MediaPipe die bessere Wahl dar.

Abbildung 19: Histogrammdarstellung der erhobenen Werte für die Gesichtsschlüssel-
punkterkennung: Präzision, Emp�ndlichkeit und F1-Score
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5 Untersuchung von Vorverarbeitungsalgorithmen

Für den weiteren Verlauf dieser Arbeit wurden, basierend auf den Ergebnissen aus Ka-

pitel 4, die MediaPipe-Modelle in eine Dart/Flutter-Umgebung integriert. Aufgrund

der zeitlichen Beschränkungen dieser Arbeit, wird bei der Hand- und Gesichtserken-

nung der Rahmen ausgewählt, dem die höchste Wahrscheinlichkeit zugeordnet wird.

Diese Integrierung bezieht sich auf die Kon�guration, bei der maximal eine Hand

oder ein Gesicht erkannt wird. Die verwendeten Modelle für die Handerkennung und

Handschlüsselpunkterkennung ist aus [1]. Die verwendeten Modelle für die Gesichts-

erkennung und Gesichtsschlüsselpunkterkennung ist aus [18]. Bei einer eigenständigen

Integration sind nicht die gleichen Ergebnisse zu erwarten wie in Kapitel 4, da die

eigenständige Integrierung Abweichungen der Pipeline haben könnte. Die Handschlüs-

selpunkterkennung wurde basierend auf [34] integriert. Diese Integration dreht und

skaliert den erkannten Rahmen zusätzlich. Bei der Gesichtsschlüsselpunkterkennung

werden die Rahmen ohne Drehung und Skalierung übernommen.

5.1 Ziel und Methoden der Bildvorverarbeitung

Das Ziel der Bildvorverarbeitung besteht darin, die Erkennungsrate der Schlüsselpunk-

ten, sowohl bei der Gesichtserkennung als auch bei der Handerkennung zu verbessern.

Durch gezielte Vorverarbeitungsschritte wie Kontrastanpassung, dem Histogrammaus-

gleich oder der Normalisierung der Helligkeit, sollen die relevanten Merkmale deutli-

cher hervorgehoben und die Robustheit der Erkennung gegenüber variierenden Auf-

nahmebedingungen erhöht werden. Dies trägt dazu bei, die Genauigkeit der Modelle

zu optimieren und Fehlklassi�kationen zu reduzieren.

Zur Überprüfung, ob eine Bildvorverarbeitung die Erkennungsgenauigkeit verbessert,

werden die folgenden Algorithmen untersucht:

ˆ Histogrammausgleich: Beim Histogrammausgleich werden die Farbwerte eines

Bildes so umgewandelt, dass sie möglichst gleichmäÿig über den gesamten Wer-

tebereich [0,255] verteilt sind. Dadurch werden bestimmte Helligkeitsbereiche

verstärkt oder abgeschwächt, was zu einer besseren Detaildarstellung führen

kann [44].

ˆ Kontrasterweiterung: Bei der Kontrasterweiterung werden die vorhandenen Farb-

werte eines Bildes so skaliert, dass sie den gesamten Wertebereich von [0,255]

nutzen. Dabei bleibt die Form der Verteilung erhalten, lediglich die Farbwerte

werden linear aufgespreizt [44].
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ˆ Normalisierung: Bei dem selbst benannten Normalisierungsalgorithmus wird je-

der Pixel einmal durchlaufen und die jeweiligen Werte des Pixels (Rot, Grün,

Blau) basierend auf den vorherigen Pixeln verändert. Unter Code 1 ist dieser

Algorithmus zu �nden. Zu Beginn werden die Werte des ersten Pixels halbiert

und unter avgRGB gespeichert. Als Nächstes werden die Farbwerte des zweiten

Pixels mit den jeweiligen Werten von avgRGB addiert und durch zwei ohne Rest

geteilt. Diese neu berechneten Werte sind nun die Werte von Pixel zwei und wer-

den unter avgRGB abgespeichert. Nach diesem Schema wird das gesamte Bild

durchlaufen und die Pixelwerte jeweils verändert.

Code 1: Dart-Code zur Normalisierung der Helligkeit eines Bildes

Uin t8L is t normal izeBr ig thnessPer formance ( U in t8L is t img ){

U in t8L is t image = img ;

L is t <in t> avgRGB = [ 0 , 0 , 0 ] ;

f o r ( i n t i = 0 ; i<image . leng th ; i= i+3 ){

f o r ( i n t j = 0 ; j <3; j ++){

avgRGB[ j ] = ( image [ i+j ] + avgRGB[ j ] ) ~ / 2 ;

image [ i+j ] = avgRGB[ j ] ;

}

}

re tu rn image ;

}

Die Idee dahinter ist, dass in Fällen von starker Beleuchtung, wie in Abbildung 11

zu sehen, ein starker Farbwechsel abgeschwächt wird und die Hand bzw. das Gesicht

besser erkannt werden kann.

5.2 Ein�uss der Vorverarbeitung auf die Modellergebnisse

Dieser Abschnitt untersucht, wie sich verschiedene Bildverarbeitungsalgorithmen auf

die Erkennung von Händen und Gesichtern auswirken. Dazu wird jedes Bild einzeln

mit einem bestimmten Bildverarbeitungsalgorithmus bearbeitet und anschlieÿend von

den Modellen verarbeitet. Jeder Algorithmus wird dabei separat getestet, um seinen

individuellen Ein�uss auf die Erkennungsergebnisse zu analysieren.

Der Fokus liegt darauf, inwiefern die jeweilige Vorverarbeitung die Identi�kation der

Hand bzw. des Gesichts beein�usst und welche Auswirkungen sie auf die Erkennung

43



der Schlüsselpunkte hat. Durch die getrennte Analyse der Algorithmen können gezielt

deren Stärken und Schwächen in Bezug auf die Erkennungsgenauigkeit untersucht wer-

den.

Zur Bewertung der Erkennungsergebnisse werden die Metriken, wie in Kapitel 3.2 be-

schrieben, verwendet. Dazu zählen False Positives, False Negatives, True Positives und

True Negatives sowie die Präzision, Emp�ndlichkeit und der F1-Score. Diese Metriken

bieten eine fundierte Grundlage, um den Ein�uss der Bildverarbeitungsalgorithmen

objektiv zu analysieren und zu bewerten.

Die Untersuchung ist in vier Tests unterteilt. Es wird getestet, inwieweit die jeweiligen

Algorithmen die Hand- bzw. Gesichtserkennung beein�ussen. Zudem wird getestet,

wie sich die Bildverarbeitung auf die Erkennung der Schlüsselpunkte auswirkt. Hierfür

werden, wie in Kapitel 4 beschrieben, die beiden Modelle als eine Pipeline zusammen

bewertet, da die Erkennung der Schlüsselpunkte stark vom Hand- bzw. Gesichtser-

kennungsmodell abhängig ist. Hier für wird das Datenset, wie unter Abschnitt 3.3

beschrieben, verwendet.

5.2.1 Ein�uss auf die Handerkennung

Die Präzision, Emp�ndlichkeit und der F1-Score konnten nur geringfügig verbessert

werden für die Handerkennung für maximal eine Hand, wie an Tabelle 2 zu sehen

(für die Prozentsätzen siehe Anhang B.1). Durch den Einsatz des Normalisierungs-

algorithmus konnte die Emp�ndlichkeit um ca. 0,44 % gesteigert werden, während

die Präzision um ca. 0,36 % sank. Dies bedeutet, dass durch die Normalisierung auf

mehreren Bildern eine Hand erkannt wurde, wodurch sowohl die Anzahl der korrekt

erkannten Hände als auch die der fälschlich erkannten Hände anstieg. Wie in Tabelle

1 ersichtlich, führte dieser E�ekt zu einer insgesamt höheren Erkennungsrate.

Die Verbesserung des F1-Scores zeigt jedoch, dass der Normalisierungsalgorithmus

insgesamt zu einer besseren Balance zwischen Präzision und Emp�ndlichkeit führt.

Damit trägt der Algorithmus dazu bei, die Anzahl der Fehler in beide Richtungen zu

reduzieren.

Eine weitere Beobachtung ist, dass sich die Erkennungsmetriken durch den Einsatz des

Histogrammausgleichs und der Kontrasterweiterung verschlechtert haben. Besonders

beim Histogrammausgleich zeigten sich Verschlechterungen in allen Metriken.

Dieses Ergebnis ist überraschend, da Histogrammausgleich und Kontrasterweiterung

typischerweise dazu verwendet werden, die Bildqualität zu verbessern, indem sie Kon-

traste verstärken und Details hervorheben. Es wäre zu erwarten gewesen, dass diese

Maÿnahmen die Erkennung von Händen und Gesichtern erleichtern, indem sie die
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Merkmale für das Modell deutlicher sichtbar machen.

Eine mögliche Erklärung für die Verschlechterung könnte darin liegen, dass durch die

aggressive Anpassung des Kontrasts, Verzerrungen, Fehler oder unerwartete Hellig-

keitsverteilungen entstehen, die die Erkennungsmodelle negativ beein�ussen.

Algorithmus FN FP TN TP

Kein Algorithmus 333 27 231 1457
Histogrammausgleich 1527 30 228 263
Kontrasterweiterung 430 27 231 1360
Normalisierung 325 28 230 1465

Tabelle 1: Vergleich der Erkennungsleistung verschiedener Algorithmen anhand von
TP, TN, FP und FN für die Handerkennung.

Algorithmus Präzision Emp�ndlichkeit F1-Score

Kein Algorithmus 88,6 % 81,4 % 84,85 %
Histogrammausgleich 55,81 % 14,69 % 23,26 %
Kontrasterweiterung 87,89 % 75,98 % 81,5 %
Normalisierung 88,24 % 81,84 % 84,92 %

Tabelle 2: Vergleich der Präzision, Emp�ndlichkeit und des F1-Scores der Algorithmen
für die Handerkennung

5.2.2 Ein�uss auf die Handschlüsselpunkterkennung

Für die Handschlüsselpunkterkennung werden beide Modelle gemeinsam betrachtet.

Die Werte aus Tabelle 1 sind auch in Tabelle 3 enthalten (für die Prozentsätzen siehe

Anhang B.2).

Der Normalisierungsalgorithmus hat die Erkennungsrate der gesamten Pipeline ver-

bessert. Durch diese Bildvorverarbeitung stieg auch die Präzision der Pipeline. Das

bedeutet, dass die Pipeline nun mehr tatsächliche Positivfälle erkennt und dabei we-

niger Fehler macht. Dies wird deutlich in den Ergebnissen der Tabelle 4. Da sowohl

die Präzision als auch die Emp�ndlichkeit gestiegen sind, hat sich auch der F1-Score

verbessert, was auf eine insgesamt bessere Modellleistung hinweist.

Au�ällig ist jedoch, dass die Erkennungsleistung bei der Anwendung des Histogramm-

ausgleichs weiterhin stark verschlechtert wurde. Von den 263 True Positives aus Tabelle

1 wurden nur bei 42 Fällen die Schlüsselpunkte korrekt erkannt, wie in Tabelle 3 zu se-

hen ist. Dies deutet darauf hin, dass der Histogrammausgleich negative Auswirkungen

auf die Erkennungsgenauigkeit hatte, was weiter untersucht werden muss.
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Algorithmus FN FP TN TP

Kein Algorithmus 464 2 256 1326
Histogrammausgleich 1748 0 258 42
Kontrasterweiterung 582 1 257 1208
Normalisierung 431 0 258 1359

Tabelle 3: Vergleich der Erkennungsleistung verschiedener Algorithmen anhand von
TP, TN, FP und FN für die Handschlüsselpunkteerkennung

Algorithmus Präzision Emp�ndlichkeit F1-Score

Kein Algorithmus 98,95 % 74,08 % 84,73 %
Histogrammausgleich 100 % 2,35 % 4,59 %
Kontrasterweiterung 99,43 % 67,49 % 80,40 %
Normalisierung 100 % 75,92 % 86,31 %

Tabelle 4: Vergleich der Präzision, Emp�ndlichkeit und des F1-Scores der Algorithmen
für die Handschlüsselpunkteerkennung

5.2.3 Ein�uss auf die Gesichtserkennung

Im Folgenden werden die Auswirkungen der verschiedenen Bildverarbeitungsalgorith-

men auf die Gesichtserkennung analysiert. Wie in den Tabellen 5 (für die Prozentsätzen

siehe Anhang B.3) und 6 dargestellt, erfolgt die Beein�ussung der Gesichtserkennung

durch die getesteten Algorithmen insgesamt nur in geringem Maÿe. Hervorzuheben

ist hierbei der Histogrammausgleich, der sich als einziger Algorithmus negativ auf die

Erkennungsleistung auswirkt. Dies äuÿert sich insbesondere in einer niedrigeren Prä-

zision und Emp�ndlichkeit, was darauf hinweist, dass das Modell vermehrt zu False

Positives neigt und negative Fälle fälschlicherweise als positiv klassi�ziert.

Im Gegensatz dazu bewirken die Algorithmen zur Kontrasterweiterung und Normali-

sierung positive E�ekte. Bei beiden Verfahren konnten sowohl die Präzision als auch

die Emp�ndlichkeit verbessert werden, was zu einem erhöhten F1-Score führte. Dabei

übertri�t die durch die Kontrasterweiterung erzielte Verbesserung der Gesichtserken-

nung jene, die durch die Normalisierung erreicht wird.

Diese Ergebnisse unterstreichen die Relevanz einer gezielten Bildvorverarbeitung für

die Optimierung der Gesichtserkennung und legen nahe, dass insbesondere der Einsatz

von Kontrasterweiterung vielversprechende Ansätze zur Verbesserung der Erkennungs-

leistung bietet.
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Algorithmus FN FP TN TP

Kein Algorithmus 0 9 280 1790
Histogrammausgleich 534 7 282 1256
Kontrasterweiterung 0 6 283 1790
Normalisierung 0 8 281 1790

Tabelle 5: Vergleich der Erkennungsleistung verschiedener Algorithmen anhand von
TP, TN, FP und FN für die Gesichtserkennung

Algorithmus Präzision Emp�ndlichkeit F1-Score

Kein Algorithmus 96,98 % 100 % 98,46 %
Histogrammausgleich 96,67 % 70,17 % 81,32 %
Kontrasterweiterung 97,62 % 100 % 98,28 %
Normalisierung 97,30 % 100 % 98,12 %

Tabelle 6: Vergleich der Präzision, Emp�ndlichkeit und des F1-Scores der Algorithmen
für die Gesichtserkennung

5.2.4 Ein�uss auf die Gesichtsschlüsselpunkterkennung

Die Gesichtsschlüsselpunkterkennung wird stärker beein�usst als die reine Gesichts-

erkennung. Insbesondere zeigt sich, dass der Histogrammausgleich einen negativen

Ein�uss auf die Erkennung hat. Die Emp�ndlichkeit sinkt dabei um 35,87 %, während

die Präzision um 6,85 % abnimmt. Diese starke Verschlechterung der Emp�ndlichkeit

führt zusammen mit der reduzierten Präzision zu einer deutlichen Senkung des F1-

Scores, wie in Tabelle 8 dargestellt.

Im Gegensatz dazu wirken sich die Kontrasterweiterung und die Normalisierung posi-

tiv auf die Gesichtsschlüsselpunkterkennung aus. Beide Methoden verbessern sowohl

die Präzision als auch die Emp�ndlichkeit. Besonders die Emp�ndlichkeit wird ge-

steigert, was bedeutet, dass die Anzahl der korrekt erkannten Gesichtsschlüsselpunkte

zunimmt, siehe Tabelle 7(für die Prozentsätzen siehe Anhang B.4). Da auch die Prä-

zision leicht ansteigt, kann daraus geschlossen werden, dass insgesamt mehr richtige

Erkennungen erfolgen.

Ein Vergleich zwischen den beiden Methoden zeigt, dass die Normalisierung die Prä-

zision um 1,3 % stärker verbessert als die Kontrasterweiterung. Allerdings hat die

Kontrasterweiterung einen deutlich gröÿeren positiven Ein�uss auf die Emp�ndlich-

keit, die hier um 6,2 % mehr steigt als bei der Normalisierung.

Zusammenfassend lässt sich feststellen, dass die Kontrasterweiterung die Gesichts-

schlüsselpunkterkennung insgesamt am besten verbessert.
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Algorithmus FN FP TN TP

Kein Algorithmus 1081 2 287 709
Histogrammausgleich 1723 1 288 67
Kontrasterweiterung 854 2 287 936
Normalisierung 965 0 289 825

Tabelle 7: Vergleich der Erkennungsleistung verschiedener Algorithmen anhand von
TP, TN, FP und FN für die Gesichtsschlüsselpunkterkennung

Algorithmus Präzision Emp�ndlichkeit F1-Score

Kein Algorithmus 98,29 % 39,61 % 56,46 %
Histogrammausgleich 91,44 % 3,74 % 7,19 %
Kontrasterweiterung 98,7 % 52,29 % 68,36 %
Normalisierung 100 % 46,09 % 63,1 %

Tabelle 8: Vergleich der Präzision, Emp�ndlichkeit und des F1-Scores der Algorithmen
für die Gesichtsschlüsselpunkterkennung

5.3 Evaluation und Optimierung der getesteten Modelle

Die Analyse des Ein�usses der Bildvorverarbeitungsalgorithmen zeigt, dass sich die

Erkennungsleistung der getesteten Modelle verbessern lässt. Für die Erkennung der

Handschlüsselpunkte hat von den getesteten Algorithmen nur die Normalisierung eine

Verbesserung der Erkennung verursacht und das in jeder Metrik. Für die Erkennung

der Gesichtsschlüsselpunkte haben die Kontrasterweiterung und die Normalisierung

eine Verbesserung verursacht. Hier war der positive Ein�uss der Kontrasterweiterung

stärker als der der Normalisierung.

Diese Tests zeigen, dass eine Bildvorverarbeitung zu einer verbesserten Erkennung

führen kann.
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6 Fazit und Ausblick

Das Ziel der Arbeit war der Vergleich verschiedener KI-Modelle zur Erkennung der

Hand- und Gesichtsschlüsselpunkte sowie ein Vergleich verschiedener Bildvorverarbei-

tungsprozesse, speziell für die Erkennung von Hand- und Gesichtsschlüsselpunkten

beim Zähneputzen. Dies diente dazu, einen optimierten Bildverarbeitungs�uss zu er-

mitteln, der in eine Anwendung für die Echtzeit-Erkennung integriert werden kann. Die

Analyse der erhobenen Daten liefert Erkenntnisse für den Einsatz in einer Echtzeitan-

wendung. Die Analyse zeigt, dass die Lösungen von MediaPipe, besonders aufgrund

der Laufzeit, die beste Alternative von allen getesteten Optionen sind.

Die Tests zur Untersuchung der Bildvorverarbeitungsalgorithmen haben gezeigt, dass

eine Verbesserung der Präzision und der Emp�ndlichkeit durch eine Bildvorverarbei-

tung möglich ist. Hierbei sticht vor allem der Normalisierungsalgorithmus für die Han-

derkennung hervor. Die Gesichtserkennung wurde sowohl durch den Normalisierungs-

als auch durch den Kontrasterweiterungsalgorithmus verbessert, wobei letzterer eine

noch höhere Verbesserung erzielte. Lediglich der Histogrammausgleich verschlechterte

die Hand- sowie die Gesichtserkennung.

Für zukünftige Arbeiten wäre es sinnvoll, weitere KI-Modelle und Vorverarbeitungs-

methoden miteinander zu vergleichen.

Ein direkter Anschluss an diese Arbeit wäre die Untersuchung, wie die erkannten

Punkte der Hand und des Gesichts verwendet werden können, um in Echtzeit eine

Bewertung der Putzqualität beim Zähneputzen berechnen zu können.
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